01 特征重要性的模糊K均值聚类
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[bookmark: _Hlk210659578]1. 引入正则项，来控制隶属度的集中/分散
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在公式（2）到公式（3）中，作者增加了一个项，其中Y是隶属度矩阵，是Frobenius范数正则项的权重，它的作用是：
1) 当很大时，正则项影响力强，模型需优先最小化“隶属度的平方和”。此时考察公式：（）容易得知，该式的最大/最小值分别对应两个极端情况：①第i个样本对于每个簇的隶属度平均，都为1/k；②第i个样本对于某一个簇的隶属度为1，其余皆为0。
易得情况②对应的“隶属度的平方和”最小，①最大，所以很大时时隶属度会更大程度地趋向“分散”，可以体现出分类的“模糊性”。
2) 当很小时，正则项影响力弱，模型优化更关注“降低样本到簇中心的距离”，既（3）式中的第一项，此时为最小化距离，模型会倾向于让隶属度集中在“样本距离最近的1个簇”上，其他簇的 趋近于0——此时隶属度非零元素少，即更稀疏。
2. 带约束的含二次及一次项的变量更新
本文在更新隶属度矩阵F时，使用了配方法+向量化的技巧，将含二次项与一次项的目标函数转化为向量2-范数平方的最小化问题，然后使用成熟的simplex稀疏学习算法直接求解，具体步骤如下：
总目标函数：
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固定与，目标函数仅含Y，简化为：
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接下来，令，即样本-簇加权距离，得到：
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至此完成了准备步骤，接下来观察公式（7），其中同时包含了的二次项和一次项，且向量存在归一性和非负约束，因此我们不能使用简单求偏导的方法来优化，而是使用文中所使用的配方法：
1）先将提出，使得二次项前面的系数归一，得到下面的公式：

2）配方法：

由于优化目标是最小化该表达式，而是与变量无关的常数项（仅含和，对的最小化无影响，因此可忽略，只需最小化含的平方项：

3）向量化：
· （第i个样本的隶属度向量）；
· （由和构造的目标向量）。（注：这里使用负号，是为了凑范数里的负号，因为范数平方最小化的核心是“让两个向量尽可能靠近”）

因此，目标函数等价于：，后续只需要借鉴成熟的simplex稀疏学习算法即可求解。
3. 对角矩阵转化为向量表示
当待优化的参数为对角矩阵时，可以考虑利用迹的性质，将其的优化过程转化为对向量的优化过程。
3.1 迹的部分性质
(1) 
(2) 
(3) （即：连乘矩阵的迹，循环交换位置后，迹不变。）
(4) 对于矩阵A，
(5) 对于向量A，
3.2 本篇论文中的应用
固定Y和M，优化特征权重Θ时，我们的优化目标函数可以简化为：
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此时，利用迹的性质（5），将目标表达式中的函数替换成迹：

展开得：

因中不含，所以为常数项，可以将其丢弃简化运算。此外，考虑到，可以适当对上式进行化简：

整理求和顺序得：

换元，令，令，代入可得：

因是对角矩阵，设其对角元素向量为，则：
· 令为的对角元素构成的对角矩阵，则
· 令为的对角元素构成的列向量，则
代入原公式，可得：

4. KKT条件
在求解有不等式约束的优化问题时，我们通常使用拉格朗日+KKT条件的技巧来解决，接下来介绍KKT条件的形式以及在本论文中的运用。
[bookmark: _Hlk210575182]4.1 KKT条件的形式
现在有如下优化目标与约束：

场景类比:“在山坡上找最低点，但不能走出围栏”
假设你要在一座山坡（用函数  表示高度，越小代表越低）上找最低的点，但有个限制：不能走到围栏外面（围栏的范围用  表示，围栏内是“可行区域”，围栏本身是 ）。
KKT条件的核心逻辑：区分“内部解”和“边界解”
最优解  只有两种可能：要么在围栏内部（约束没起作用），要么在围栏边界（约束起作用，被围栏挡住了）。KKT条件就是把这两种情况的“规则”统一起来。
1) 原始可行性：解必须在围栏内
首先，最优解 得满足约束 ——毕竟不能跑到围栏外面找最低点。
2) 对偶可行性：“围栏的阻挡力不能是负的”
如果最优解在围栏边界（），此时围栏会对“找最低点”产生“阻挡作用”。我们用一个数 （叫「KKT乘子」）表示这种“阻挡力”的大小。
因为围栏只能“拦着你不让出去”，不能“把你往外推”，所以（阻挡力是正的，往围栏内拉）。
3) 互补松弛：“要么在内部，要么被边界挡住”
这是最关键的“二选一”规则：。它的意思是：
· 要么 （此时“阻挡力为0”，说明最优解在围栏内部，约束没起作用，和“无约束找最低点”一样）；
· 要么 （此时最优解在围栏边界，被围栏挡住了，这时候 ，阻挡力存在）。
4) 梯度条件：“山坡的坡度与围栏的坡度要协调”
函数的“梯度”可以理解为「局部最陡的坡度方向」。
· 如果最优解在围栏内部（）：此时约束没作用，和“无约束找最低点”一样，所以“山坡的坡度为0”（即 ，梯度为0代表是局部最低点）。
· 如果最优解在围栏边界（）：此时被围栏挡住，“山坡的下滑坡度”要和“围栏的阻挡坡度”协调，数学上表示为 （可以理解为“下滑力”被“阻挡力”平衡了）。
综上，可以整理出KKT条件的表示形式：
1) 原始可行性：
2) 对偶可行性：
3) 互补松弛条件：
4) 梯度条件：
4.2 KKT条件在论文中的应用
1. 梯度条件
在确定正则化参数时，我们可以套用之前的变换结果构造出问题：

其中，是行向量，第个元素为，代入并构造拉格朗日函数得：

对求偏导得：

令该式为0，解得：

2. 互补松弛条件
对非零（对应s个最近中心，c=1,2,...,s）：因，由互补松弛，代入式(a)得：

对零（对应k-s个远中心，首个零元素为c=s+1）：因，代入式(a)得，又，故：

结合（b）、（c）式，可得：

3. (等式约束)
由等式约束，得（此处仅考虑前s个隶属度，因为第s+1~k个隶属度为0，不做出贡献）。
代入（d）式，可得：

即：

由此可得：

4. (确定取值范围)
论文中是按 “距离从小到大排序” 的（即），结合式 (b) 和式 (c) 的关键边界：
1) 对最远的非零中心，故；
2) 对最近的零中心：，故。
将（e）式中的表达式分别带入上述两个不等式，可解得的取值范围：

为确保恰好有s个非零元素（稀疏性严格满足），作者选择取的上界（此时，非零元素恰好为s个），得到单个样本对应的：

由于需对所有样本统一，最终取所有样本的平均值：其中是样本总数，是用户设定的“每个样本关联的最近聚类中心数”（整数，比更易调参，且物理意义明确）。
5. 总结
1) 针对“特征等权重”问题：引入对角权重矩阵，通过优化实现特征加权；
2) 针对“隶属度稀疏性失控”问题：加入Frobenius正则项，通过控制稀疏度；
3) 针对“带约束的含二次项的优化”问题：使用“配方法+向量化”将问题简化，对接成熟的学习算法；
4) 针对“调参难”问题：通过KKT条件和近邻数s，推导的解析解。
02 引入核思想的多视图聚类
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1. 基于“自表达性质”的传统图聚类
核心优化方程：

其中X是的样本矩阵，包含n个变量，每个变量有d个维度的特征；S是自表达系数矩阵，表示重构第i个样本时，第j个样本对其的贡献值。
因此，第一个范数用来约束聚类信息，也就是尽力“重构”出与原始X矩阵相似的新矩阵（XS）；第二个范数用来约束S出现对角全1的情况，也就是的无效解。
求解该方程后可以得到相对最优的S矩阵，它可以表征不同样本之间的关联程度，对求得的S矩阵进行一些数学计算后就可以得出样本间的聚类信息，此即基于“自表达性质”的传统图聚类方法。
2. 单核对多视图聚类的思想
“核”的本质是“算相似度的工具”——比如用“高斯核”算两个猫图片的像素相似度，用“线性核”算两个新闻的词频相似度。
“单核对多视图”就是：给每个视图配一个“专属相似度工具（核）”，每个视图用自己的核算出一个“相似度矩阵”（比如视图1算出K₁，视图2算出K₂）。举个例子：
· 视图1（像素）用高斯核算相似度矩阵K₁：K₁里的每个元素K₁(i,j)，表示“第i张图和第j张图的像素相似度”；
· 视图2（纹理）用线性核算相似度矩阵K₂：K₂里的每个元素K₂(i,j)，表示“第i张图和第j张图的纹理相似度”。
这样，每个视图都有了自己的“相似度打分表”，接下来的问题是：这两个打分表哪个更可信？该多信哪个、少信哪个？——这就是“权重”要解决的问题。
3. 隐含权重与自加权思想
对于单视图的核矩阵K，我们通常通过优化以下目标函数来学习相似度矩阵 S（刻画样本自表达关系）：

对于多视图的核矩阵，我们通常会引入权重：


此时为了约束的平滑性，不得不在表达式后添加。于是这里的 需要手动调参（如试 等），且不同数据集的最优差异极大——这会导致模型鲁棒性差、实用性低，因此此论文提出了隐含权重与自加权思想。
3.1 构建自加权目标函数（无显式权重）
论文借鉴 “迭代重加权技术（Iteratively Reweighted Technique）”，通过凸函数设计（根号）将权重隐含在目标函数中，而非显式定义。
自加权模型的目标函数为：

这个公式巧妙之处就在于，看似没有权重，并且加了一个不明所以的根号，但是在优化S的公式推导中，你将逐步理解作者的意图：
3.2 将约束优化转为无约束优化（KKT）
由于目标函数有约束 ，需使用KKT条件，引入拉格朗日乘子（维度与  相同，），将约束优化转化为无约束优化。
拉格朗日函数定义为：

接下来，将上面定义的拉格朗日函数逐项对S求偏导：
设，
其中 。
所以，根据链式法则：

这里已经可以发现，即是普通显含权重的目标函数对求偏导后的。也就是说，这一步求偏导引出了隐含的“权重表达式”，我们来分析该表达式：

 是第  个视图的“拟合误差”（，误差越小， 越小）；
 与  成反比：拟合误差越小的视图， 越大（越可信）；误差越大的视图，越小（越不可信），这正是“自加权”的核心。
由此可知，使用新的“隐含权重”的表达式后，我们不再需要手动调整权重参数，而是将它定义成了一个求导后会自动出现的、可以随着视图拟合误差自动适应的表达式，这正是隐含权重与自加权思想的巧妙之处。
此外，在对求偏导时，涉及了以下几个结论，在这里留作记录：
1) （常数的导数为0）；
2) ；
3) （若  对称，则为 ，核矩阵  是对称的，因 ）。
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